
1 Les modèles graphiques

1.1 Introduction

Les modèles graphiques portent de nombreux noms : réseaux de croyance, réseaux probabilistes, réseaux d’indépendance
probabiliste ou encore réseaux bayésiens. Il s’agit d’un formalisme pour représenter de façon factorisée une distribu-
tion jointe de probabilités sur un ensemble de variables aléatoires. Ils ont révolutionné le développement des systèmes
intelligents dans de nombreux domaines.

Ils sont le mariage entre la théorie des probabilités et la théorie des graphes. Ils apportent des outils naturels permettant
de traiter deux grands problèmes couramment rencontrés en intelligence artificielle, en mathématiques appliquées ou en
ingénierie : l’incertitude et la complexité. Ils jouent en particulier un rôle grandissant dans la conception et l’analyse
d’algorithmes liés au raisonnement ou à l’apprentissage [Jordan, 1999], [Becker and Naïm, 1999], [Dawid, 1992].

A la base des modèles graphiques se trouve la notion fondamentale de la modularité : un système complexe est construit
par la combinaison de parties simples !

La théorie des probabilités fournit le ciment permettant la combinaison de ces parties, tout en assurant que le modèle
est et reste consistant. Elle fournit un moyen d’interfacer modèles et données. La théorie des graphes apporte d’une part
une interface intuitive grâce à laquelle un humain peut modéliser un problème comportant des variables interagissant
entre elles, d’autre part un moyen de structurer les données. Ceci mène alors vers une conception naturelle d’algorithmes
génériques efficaces.

Beaucoup de systèmes probabilistes classiques issus de domaines tels que les statistiques, la théorie de l’information, la
reconnaissance des formes ou encore la mécanique statistique, sont en fait des cas particuliers du formalisme plus général
que constituent les modèles graphiques. Dans ce domaine, on peut citer les modèles de Markov cachés, les filtres de
Kalman ou encore les modèles d’Ising [Jordan, 1999]. Ainsi, les modèles graphiques sont un moyen efficace de voir tous
ces systèmes comme des instances d’un formalisme commun sous-jacent.

L’avantage immédiat réside dans le fait que les techniques développées pour certains domaines peuvent alors être aisément
transférées à un autre domaine et être exploitées plus facilement. Les modèles graphiques fournissent ainsi un formalisme
naturel pour la conception de nouveaux systèmes [Jordan, 1999].

Cette synthèse a pour but de clarifier le domaine et de présenter les derniers résultats au niveau de la théorie sur les réseaux
bayésiens. Elle est nécessaire en particulier pour comprendre le fonctionnement de l’inférence exacte et des algorithmes
associés.

Dans un premier temps, je vais présenter les définitions et les théorèmes de base sur les réseaux bayésiens. Ensuite je
parlerai de la notion d’indépendance conditionnelle, qui est à la base du processus de représentation de la connaissance
dans les réseaux bayésiens. La seconde partie portera sur l’inférence et en particulier sur l’algorithme JLO dit algorithme
de l’arbre de jonction. Il s’agit d’un algorithme d’inférence exacte. Je terminerai sur une conclusion et sur quelques
perspectives.

1.2 Les réseaux bayésiens

1.2.1 Introduction

Dans cette section, nous allons nous focaliser sur un modèle particulier de la famille des modèles graphiques : les réseaux
bayésiens, qui utilisent des graphes dirigés acycliques.

Le rôle des graphes dans les modèles probabilistes et statistiques est triple :

1. fournir un moyen efficace d’exprimer des hypothèses,

2. donner une représentation économique des fonctions de probabilité jointe,

3. faciliter l’inférence à partir d’observations.
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Soit un ensemble U de variables aléatoires suivant une loi de Bernouilli, U = {x1,x2, . . . ,xn}. Pour être stockée, la prob-
abilité jointe P(U) de cet ensemble nécessitera un tableau comprenant 2n entrées : une taille particulièrement grande,
quelque soit le système utilisé. Par contre, si nous savons que certaines variables ne dépendent en fait que d’un certain
nombre d’autres variables, alors nous pouvons faire une économie substantielle en mémoire et par conséquent en temps
de traitement. De telles dépendances vont nous permettre de décomposer cette très large distribution en un ensemble de
distributions locales beaucoup plus petites, chacune ne s’intéressant qu’à un petit nombre de variables. Les dépendances
vont aussi nous permettre de relier ces petites distributions en un grand ensemble décrivant le problème que l’on veut
modéliser. On pourra ainsi répondre de façon cohérente et efficace à diverses questions que l’on pourrait se poser sur cette
distribution de probabilités. Dans un graphe, il est possible de représenter chaque variable du problème par un noeud et
chaque dépendance entre les variables par un arc.

Les graphes dirigés et non dirigés sont abondamment utilisés pour faciliter une telle décomposition des connaissances. Les
modèles à base de graphes non dirigés sont souvent appelés champs de Markov [Pearl, 1988] et ont servi initialement à
représenter des relations temporelles (ou spatiales) symétriques [Isham, 1981, Cox and Wermuth, 1996, Lauritzen, 1996].
Les graphes dirigés acycliques sont utilisés pour représenter des relations temporelles ou causales, en particulier dans
[Lauritzen, 1982], [Wermuth and Lauritzebn, 1983] et [Kiiveri et al., 1984]. Judea Pearl les a nommés Réseaux Bayésiens

en 1985 pour mettre en évidence trois aspects :

1. la nature subjective des informations,

2. l’utilisation de la règle de Bayes comme principe de base pour la mise à jour des informations,

3. la distinction entre les modes de raisonnement causal et fondé (basé sur des évidences).

Cette dernière distinction émane directement de l’article de Thomas Bayes en 1763 [Bayes, 1763].

1.2.2 Décomposition d’une distribution de probabilités

Le schéma de base de la décomposition des graphes dirigés acycliques peut être illustré de la façon suivante. Supposons
que nous ayons une distribution P définie sur un ensemble de n variables discrètes, ordonnées arbitrairement de cette
façon : X1,X2, . . . ,Xn. La règle de la chaîne permet d’obtenir la décomposition suivante :

P(X1,X2, . . . ,Xn) = P(Xn|Xn−1, . . . ,X2,X1) . . .P(X2|X1)P(X1) (3.1)

= P(X1)
2

∏
j=n

P(X j|X j−1, . . . ,X1) (3.2)

Supposons maintenant que les probabilités conditionnelles de certaines variables X j ne soient pas dépendantes de tous les
prédécesseurs de X j (c’est-à-dire X1,X2, . . . ,X j−1) mais seulement de certains d’entre eux. En d’autres termes, supposons
que X j soit indépendante de tous ses autres prédécesseurs sauf d’un certain nombre d’entre eux : ceux qui ont une influence
directe sur X j. Nous appellerons cet ensemble restreint pa(X j). Alors nous pouvons écrire :

P(X j|X1, . . . ,X j−1) = P(X j|pa(X j))

et la décomposition 3.2 devient alors :

P(X1,X2, . . . ,Xn) = ∏
j

P(X j|pa(X j))

Cette formule permet de simplifier énormément les informations nécessaires pour le calcul de la probabilité jointe de
l’ensemble {X1, . . . ,Xn}. Ainsi, au lieu de spécifier la probabilité de X j conditionnellement à toutes les réalisations de ses
prédécesseurs X1, . . . ,X j−1, seules celles qui sont conditionnées par les éléments de pa(X j) doivent être précisées. Cet
ensemble est appelé les parents Markoviens de X j (ou simplement les parents).

Définition 1.1 (Parents Markoviens) Soit V = {X1, . . . ,Xn} un ensemble ordonné de variables et P(V ) la distribution de

probabilité jointe sur ces variables. Si pa(X j) est un ensemble minimal de prédécesseurs de X j qui rendent X j indépendant
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de tous ses autres prédécesseurs, alors pa(X j) sont les parents markoviens de X j. En d’autre termes, pa(X j) est tout sous-

ensemble de {X1, . . . ,X j−1} qui satisfait l’équation

P(X j|pa(X j)) = P(X j|X1, . . . ,X j−1) (3.3)

et tel qu’aucun sous-ensemble propre de pa(X j) ne satisfasse l’équation 3.3.

La définition 1.1 affecte à chaque variable X j un ensemble pa(X j) d’autres variables qui sont suffisantes pour déterminer la
probabilité de X j. La connaissance des autres variables est redondante une fois que l’on connaît les valeurs des variables
de l’ensemble pa(X j). Cette affectation de variables peut être représentée par un graphe, dans lequel les noeuds sont
les variables et les arcs dirigés dénotent l’influence directe qu’ont les parents sur leurs enfants. Le résultat d’une telle
construction est appelé un réseau bayésien dans lequel un arc dirigé allant de Xi à X j définit Xi comme étant un parent
markovien de X j, en accord avec la définition 1.1.

La définition des parents markoviens pose donc la base théorique de la notion de relation modale entre des connaissances
dans un réseau bayésien. En effet, il est possible de représenter toute sorte de modalité entre les variables dans un réseau
bayésien. Elles peuvent être d’ordre causal, temporel, hiérarchique, etc... En général, une seule modalité est utilisée dans
un même réseau et la plupart du temps, il s’agit de la causalité. Ceci permet de représenter l’influence directe d’une
variable sur une autre : si il existe un arc dirigé allant d’une variable A à une variable B, alors A est une des causes
possibles de B, ou encore A a une influence causale directe sur B.

Arrosage (on/off) Pluie (oui/non)

Chemin glissant (oui/non)

Chemin mouillé (oui/non)

Saison (été, hiver)X1

X2

X4

X3

X5

FIG. 3.1 – Un réseau bayésien représentant les dépendances entre cinq variables

La figure 3.1 représente un réseau bayésien simple contenant cinq variables. Il décrit parmi les saisons de l’année (X1)
si la pluie tombe (X2), si un arrosage est en marche (X3), si le chemin est mouillé (X4) et si le chemin est glissant (X5).
Toutes les variables sont binaires. Par exemple, l’absence d’un arc allant de X1 à X5 signifie que la saison n’a pas une
influence directe sur l’état glissant ou pas du chemin. Autrement dit, le fait que le chemin soit glissant est conditionné par
le fait qu’il soit ou non mouillé, rendant inutile la connaissance sur la météo ou l’allumage (ou non) des arrosages, et a

fortiori sur la saison. Enfin, en reprenant la définition 1.1 (parents markoviens), le graphe de la figure 3.1 se décompose
de la façon suivante :

P(X1, . . . ,X5) = P(X1).P(X2|X1).P(X3|X1).P(X4|X2,X3).P(X5|X4)

Sachant un graphe G et une distribution de probabilités P, alors la décomposition de la définition 1.1 ne nécessite plus
d’ordre sur les variables. Nous pouvons conclure qu’une condition nécessaire pour qu’un graphe G soit un réseau bayésien
d’une distribution de probabilités P, est que P admette une décomposition sous forme d’un produit dirigé par G tel que
[Pearl, 2001] :

P(X1, . . . ,Xn) = ∏
i

P(Xi|pa(Xi)) (3.4)
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Définition 1.2 (Compatibilité de Markov) Si une fonction de probabilité P admet une factorisation sous la forme de

l’équation 3.4 relativement à un graphe acyclique dirigé (GAD) G, on dira que G représente P et que P est compatible

ou P est Markov-relatif à G.

Assurer la compatibilité entre des graphes acycliques dirigés et des probabilités est important en modélisation statistique
car la compatibilité est une condition nécessaire et suffisante pour qu’un GAD G puisse expliquer un corpus de données
empiriques représentées par P, c’est-à-dire pour décrire un processus stochastique permettant de générer P [Pearl, 1988,
Pearl, 2001].

Un moyen facile de caractériser un ensemble de distributions compatible avec un GAD G est de lister l’ensemble des in-
dépendances (conditionnelles) que chacune des distributions devront satisfaire. Ces indépendances peuvent être aisément
lues à partir du GAD en utilisant un critère graphique appelé la d-séparation (dans [Pearl, 1988], le d signifie directionnel).

1.2.3 Le critère de d-séparation

Considérons trois ensembles disjoints de variables X , Y et Z représentés par trois ensembles de noeuds dans un graphe
acyclique dirigé G. Pour savoir si X est indépendant de Y sachant Z dans toute distribution compatible avec G, nous avons
besoin de tester si des noeuds correspondants aux variables de Z bloquent tous les chemins allant des noeuds de X aux
noeuds de Y . Un chemin est une séquence consécutive d’arcs (non-dirigés) dans le graphe. Un blocage peut être vu comme
un arrêt du flux d’informations entre les variables qui sont ainsi connectées. Le flux d’information est dirigé par le sens
des arcs et représente le flux des causalités dans le graphe, ou l’ordre dans lequel les influences vont se propager dans le
graphe. Cette propagation des influences peut alors être vue comme un envoi d’information d’une variable à ses variables
filles.

Définition 1.3 (d-Séparation) Un chemin p est dit d-séparé (ou bloqué) par un ensemble Z de noeuds si et seulement si :

1. p contient une séquence i→ m→ j ou une divergence i← m→ j tel que m ∈ Z, ou

2. p contient une convergence i→ m← j telle que m /∈ Z et tel qu’aucun descendant de m n’appartienne à Z.

Un ensemble Z d-sépare X de Y si et seulement si Z bloque chaque chemin partant d’un noeud quelconque de X à un

noeud quelconque de Y .

L’idée à la base de la d-séparation est simple quand on attribue une signification aux flèches dans le graphe. Dans la
séquence i→ m→ j ou dans la divergence i← m→ j, si l’on conditionne m (si l’on affecte une valeur à m) alors les
variables i et j qui étaient dépendantes conditionnellement à m deviennent indépendantes. Conditionner m bloque le flux
d’information allant de i à j, c’est-à-dire qu’une nouvelle connaissance sur i ne pourra plus influer m puisque ce dernier est
maintenant connu, et donc m ne changeant plus, il n’aura plus d’influence sur j. Donc i, à travers m, n’a plus d’influence
sur j non plus. Dans le cas d’une convergence i→ m← j, représentant deux causes ayant le même effet, le problème
est inverse. Les deux causes sont indépendantes jusqu’à ce qu’on connaisse leur effet commun. Elles deviennent alors
dépendantes.

Dans la figure 3.1, si on connaît la saison (X1) alors X2 et X3 deviennent indépendants. Mais si on se rend compte que le
chemin est glissant (X5 est connu) ou qu’il est mouillé (X4 est connu) alors X2 et X3 deviennent dépendants, car réfuter
une hypothèse augmentera la probabilité de l’autre (et réciproquement).

Toujours dans la figure 3.1, X = {X2} et Y = {X3} sont d-séparés par Z = {X1} car les deux chemins connectant X2 à
X3 sont bloqués par Z. Le chemin X2 ← X1 → X3 est bloqué car il s’agit d’une convergence dans laquelle le noeud du
milieu X1 appartient à Z. Le chemin X2→ X4← X3 est bloqué car il s’agit d’une convergence dans laquelle le noeud X4

et tous ses descendants n’appartiennent pas à Z. Par contre, l’ensemble Z′ = {X1,X5}, ne d-sépare pas X et Y : le chemin
X2→ X4← X3 n’est pas bloqué par Z′ car X5 , qui est un descendant du noeud du milieu X4, appartient à Z′. On pourrait
dire que le fait de connaître l’effet X5 rend ses causes X2 et X3 dépendantes. Si l’on observe une conséquence issue de
deux causes indépendantes, alors les deux causes deviennent dépendantes l’une de l’autre.
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Dans notre exemple, si la pluie est très forte, on pense immédiatement que c’est à cause de la pluie que le chemin est
glissant. Donc on en déduit automatiquement que l’arrosage doit être mis hors de cause. De même, si le chemin est
vraiment très glissant, on peut en déduire qu’il s’agit là de l’action conjuguée de la pluie et de l’arrosage. Si il est peu
glissant, l’arrosage serait plutôt la cause, rendant le fait de pleuvoir quasiment improbable.

Ce schéma de raisonnement est plus connu sous le nom du paradoxe de Berkson en statistique [Berkson, 1946].

1.2.4 Quelques propriétés de la d-séparation

La connexion entre la d-séparation et l’indépendance conditionnelle est établie grâce au théorème suivant que l’on doit à
Verma et Pearl dans [Verma and Pearl, 1988] et dans [Geiger et al., 1988] :

Théorème 1.1 (Implications probabilistes de la d-séparation) Si les ensembles X et Y sont d-séparés par Z dans un

GAD G, alors X est indépendant de Y conditionnellement à Z dans chaque distribution compatible (déf. 1.2) avec G.

Réciproquement, si X et Y ne sont pas d-séparés par Z dans un GAD G, alors X et Y sont dépendants conditionnellement

à Z dans au moins une distribution compatible avec G.

On notera à présent par (X |= Y |Z)P la notion d’indépendance conditionnelle et par (X |= Y |Z)G la notion graphique de
d-séparation. Le théorème peut être réécrit de la façon suivante [Pearl, 2001] :

Théorème 1.2 Pour tous les ensembles disjoints de noeuds (X ,Y,Z) dans un GAD G et pour toute fonction de probabilités

P on a :

1. (X |= Y |Z)G =⇒ (X |= Y |Z)P toutes les fois que G et P sont compatibles ; et

2. si (X |= Y |Z)P est vérifié dans toute distribution compatible avec G, alors (X |= Y |Z)G.

Enfin, un autre test de d-séparation a été donné dans [Lauritzen et al., 1990]. Il est basé sur la notion de graphes ancestraux.
Pour tester si (X |= Y |Z)G, on efface tous les noeuds de G sauf ceux qui sont dans {X ,Y,Z} et leurs ancêtres, puis on
connecte par un arc chaque paire de noeuds qui a un enfant commun (mariage des noeuds) et on transforme le graphe
dirigé en graphe non-dirigé. Alors (X |= Y |Z)G est vérifié si et seulement si Z intercepte tout chemin allant d’un noeud de
X à un noeud de Y dans le graphe non-dirigé résultant. Ici seule la topologie du graphe compte, et non plus l’ordre dans
lequel le graphe G avait été construit initialement. Cette approche sera importante lors de la présentation de l’algorithme
d’inférence dans les réseaux bayésiens.

2 Modélisation et inférence dans les réseaux bayésiens

2.1 Introduction

Un réseau bayésien permet donc de représenter un ensemble de variables aléatoires pour lesquelles on connaît un certain
nombre de relations de dépendances. Appelons U l’ensemble des variables et P(U) la distribution de probabilités sur cet
ensemble. Si nous disposons d’une nouvelle information ε sur une ou plusieurs variables, alors on souhaiterait remettre
à jour la connaissance que représente le réseau bayésien à travers P(U) à la lumière de cette nouvelle information. Cette
remise à jour, qui se fera bien sûr en utilisant la règle de Bayes, est appelée l’inférence. Mathématiquement parlant,
l’inférence dans un réseau bayésien est le calcul de P(U |ε), c’est-à-dire le calcul de la probabilité a posteriori du réseau
sachant ε .
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FIG. 3.2 – Représentation du problème d’asphyxie du nouveau-né
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2.2 Spécification d’un réseau

2.2.1 Exemple

Pour illustrer notre propos, nous utiliserons un exemple issu de [Cowell et al., 1999]. Il présente un modèle pour le di-
agnostic de l’asphyxie des nouveaux-nés. Ce domaine médical se prête bien à ce type d’analyse, car sa connaissance
clinique est bonne et les données sont disponibles en grande quantité. Nous considérerons que les paramètres cliniques et
le diagnostic peuvent être modélisés par des variables aléatoires, et nous aurons donc besoin de spécifier une distribution
de probabilités jointe sur ces variables. Ce problème est particulièrement courant dans le domaine des systèmes experts.

La construction d’un tel modèle se décompose en trois étapes distinctes :

1. l’étape qualitative : on ne considère ici que les relations d’influence pouvant exister entre les variables prises deux
à deux. Ceci emmène naturellement à une représentation graphique des relations entre les variables,

2. l’étape probabiliste : elle introduit l’idée d’une distribution jointe définie sur les variables et fait correspondre la
forme de cette distribution au graphe créé précédemment.

3. l’étape quantitative : elle consiste simplement à spécifier numériquement les distributions de probabilités condi-
tionnelles.

Les maladies cardiaques congénitales peuvent être détectées à la naissance de l’enfant et sont suspectées, en général,
par l’apparition de symptômes tels qu’une cyanose (le bébé devient bleu) ou un arrêt ou un dysfonctionnement cardiaque
(étouffement de l’enfant). Il est alors vital que l’enfant soit transporté dans un centre spécialisé, et comme l’état de l’enfant
peut se détériorer rapidement, un traitement approprié doit être administré avant le transport de l’enfant. Le diagnostic est
alors fait en se basant sur les faits cliniques rapportés par le pédiatre, sur une radio, sur un ECG (électro-cardiogramme)
et sur une analyse sanguine.

2.2.2 Étape qualitative

Ainsi que J. Pearl le montre dans [Pearl, 1988], l’intérêt des réseaux bayésiens est de permettre aux experts de se concen-
trer sur la construction d’un modèle qualitatif avant même de penser aux spécifications numériques.

La figure 3.2 [Cowell et al., 1999] représente le réseau bayésien modélisant ce problème de diagnostic médical. Le noeud
Maladie de l’enfant (n2) peut prendre six valeurs correspondant aux maladies possibles dans ce cas précis de pathologie.
L’arc allant du noeud n11 au noeud n16 exprime le fait que le taux d’oxygène dans le bas du corps du patient dépend
directement de l’oxygène expulsé par le patient (n11) et de la distribution de l’hypoxie dans le corps. De même, l’oxygène
expulsé (n11) est directement influencé par l’oxygène qui est dissout dans le corps du patient (n6) et de l’état des vaisseaux
sanguins dans le poumon.

Ce graphe illustre donc la première étape consistant à modéliser qualitativement le problème et à déterminer les influences
existant entre les variables.

2.2.3 Étape probabiliste

La spécification probabiliste du modèle passe par une représentation utilisable d’une distribution de probabilités jointe sur
l’ensemble des variables. Ainsi qu’il a été montré dans la section 1.2, la décomposition de la distribution de probabilité
jointe peut se faire comme dans l’équation 3.4 :

P(n1, . . . ,n20) =
20

∏
i=1

P(ni|pa(ni))

où les Xi sont les variables représentées par les noeuds du graphe G. La décomposition est toujours la même et permet ainsi
de ne spécifier que des probabilités locales, c’est-à-dire les probabilités d’une variable sachant uniquement les variables
ayant une influence directe sur elle.
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2.2.4 Étape quantitative

Cette étape consiste à spécifier les tables de probabilités qui sont, pour tout i, P(ni|pa(ni)). Une table, c’est la spécification
de l’ensemble des probabilités de la variable pour chacune de ses valeurs possibles sachant chacune des valeurs de ses
parents. Ces probabilités sont souvent données par un expert du domaine modélisé, ou bien apprise à partir d’un corpus
d’exemples. Dans notre exemple, cette étape consiste à spécifier environ 280 valeurs numériques, sachant qu’il y a 20
variables, ayant en moyenne 3 états chacune. Avec des flottants en simple précision, la mémoire nécessaire est d’environ
1,09 Ko. Si nous voulions modéliser ce problème en représentant complètement la distribution de probabilité (donc sans
passer par un réseau bayésien), le nombre de valeurs numériques à spécifier serait d’environ 320, soit 3,5 milliards de
valeurs. La mémoire nécessaire serait d’environ 12Go !

2.3 Les principaux algorithmes

2.3.1 Exact et approximatif

Les réseaux bayésiens ont été développés au début des années 1980 pour tenter de résoudre certains problèmes de pré-
diction et d’abduction, courants en intelligence artificielle (IA). Dans ce type de tâche, il est nécessaire de trouver une
interprétation cohérente des observations avec les données connues a priori. L’inférence probabiliste signifie donc le cal-
cul de P(Y |X) où X est un ensemble d’observations et Y un ensemble de variables décrivant le problème et qui sont jugées
importantes pour la prédiction ou le diagnostic.

Les premiers algorithmes d’inférence pour les réseaux bayésiens sont dans [Pearl, 1982] et [Kim and Pearl, 1983] : il
s’agissait d’une architecture à passage de messages et ils étaient limités aux arbres. Dans cette technique, à chaque noeud
est associé un processeur qui peut envoyer des messages de façon asynchrone à ses voisins jusqu’à ce qu’un équilibre soit
atteint, en un nombre fini d’étapes. Cette méthode a été depuis étendue aux réseaux quelconques pour donner l’algorithme
JLO qui sera l’objet de notre étude. Cette méthode est aussi appelée algorithme de l’arbre de jonction et a été développée
dans [Lauritzen, 1988] et [Jensen et al., 1990].

Une autre méthode, développée dans [Pearl, 1988] et dans [Jensen, 1996], s’appelle le cut-set conditionning : elle consiste
à instancier un certain nombre de variables de manière à ce que le graphe restant forme un arbre. On procède à une
propagation par messages sur cet arbre. Puis une nouvelle instanciation est choisie. On réitère ce processus jusqu’à ce
que toutes les instanciations possibles aient été utilisées. On fait alors la moyenne des résultats. Dans la figure 3.1, si on
instancie X1 a une valeur spécifique (X1 = hiver, par exemple), alors le chemin entre X2 et X3 et passant par X1 est bloqué,
et le réseau devient un arbre (cf. figure 3.3) . Le principal avantage de cette méthode est que son besoin en mémoire est

Variable
instanciée

X1 Saison (été, hiver)

Arrosage (on/off) Pluie (oui/non)

Chemin glissant (oui/non)

Chemin mouillé (oui/non)

X2

X4

X3

X5

FIG. 3.3 – Graphe de la figure 3.1 transformé en arbre en instanciant X1.
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minimal (linéaire sur la taille du réseau), alors que la méthode de l’arbre de jonction, plus rapide, a une complexité en
espace exponentielle. Des méthodes hybrides ont été proposées pour tenter de concilier complexité en temps et en espace,
dans [Shachter et al., 1994] et dans [Dechter, 1996b].

Bien que l’inférence dans des réseaux quelconques soit NP-difficile [Cooper, 1990], la complexité en temps pour cha-
cune des méthodes citées précédemment est calculable à l’avance. Quand le résultat dépasse une limite raisonnable, on
préfère alors utiliser une méthode d’approximation [Pearl, 1988]. Ces méthodes exploitent la topologie du réseau et ef-
fectuent un échantillonage de Gibbs sur des sous-ensembles locaux de variables de façon séquentielle et concurrente
[Jaakkola and Jordan, 1999], [Jordan et al., 1999].

2.3.2 Approche générale de l’inférence

Soit une distribution P de probabilités, le calcul de P(Y |X) est trivial et nécessite une simple application de la règle de
Bayes :

P(Y |X) =
P(Y,X)
P(X)

=
∑h ⊂� Y∪X P(XH = h,Y,X)

∑h ⊂� Y P(XH = h,X)

Étant donné que tout réseau bayésien défini aussi une probabilité jointe sur un ensemble de variables aléatoires, il est
clair que P(Y |X) peut être calculée à partir d’un GAD G. Le problème de l’inférence se réduit donc à un problème de
marginalisation1 d’une distribution de probabilités jointe. Cependant, le problème ne réside pas tant au niveau du calcul,
mais plutôt de son efficacité. En effet, si les variables du GAD G sont binaires, le calcul de ∑h P(X1, . . . ,XN) prendra un
temps de O(2N).

Considérons le réseau bayésien simple de la figure 3.4. Sa probabilité jointe peut être écrite sous la forme :

P(A,B,C,D,F,G) = P(A) ·P(B|A) ·P(C|A) ·P(D|B,A) ·P(F |B,C) ·P(G|F)

Supposons que nous voulions marginaliser sur l’ensemble des variables sauf A afin d’obtenir P(A), alors cette marginali-

sation serait :
∑B,C,D,F,G P(A,B,C,D,F,G) =

∑B P(B|A) ·∑C P(C|A) ·∑D P(D|B,A) ·∑F P(F |B,C) ·∑G P(G|F)

Malgré l’apparente complexité de cette formule, le calcul de la probabilité jointe se résume à des calculs de produits très

petits. En prenant la formule de droite à gauche, nous obtenons :

∑B,C,D,F,G P(A,B,C,D,F,G) =

∑B P(B|A) ·∑C P(C|A) ·∑D P(D|B,A) ·∑F P(F |B,C) ·λG→F(F)

où λG→F(F) = ∑G P(G|F). Dans ce cas précis, λG→F(F) = 1 mais ce n’est pas forcément le cas à chaque fois. L’étape

suivante va consister à réduire F de cette façon :

∑B,C,D,F,G P(A,B,C,D,F,G) =

∑B P(B|A) ·∑C P(C|A) ·λF→C(B,C) ·∑D P(D|B,A)

où λF→C(B,C) = ∑F P(F |B,C) · λG→F(F). En général, on essaie de calculer les termes les plus à gauche possible, de
manière à minimiser le nombre de calculs nécessaires. La notation λF→C(B,C) signifie que l’on fait une sommation sur F

et que l’on va ensuite faire une sommation sur C. Ici, C est préféré à B car il est placé plus haut dans l’ordre d’élimination
1Si P(A,B,C,D) est une distribution de probabilités sur les variables aléatoires A,B,C et D, alors marginaliser sur D revient, pour chaque valeur de

D, à faire la somme des probabilités de cette variable de manière à obtenir P(A,B,C).
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des variables. Ainsi, l’ordre dans lequel les variables sont éliminées détermine la quantité de calcul nécessaire pour
marginaliser la distribution de probabilités jointe. Cela influe sur la taille nécessaire pour stocker λ . Cet algorithme
s’arrête quand on a marginalisé la distribution.

FIG. 3.4 – Un réseau bayésien simple [Kask et al., 2001]

2.4 Algorithme de l’arbre de jonction dit JLO

2.4.1 Introduction

L’algorithme JLO, du nom de ses auteurs : F.V. Jensen, S.L. Lauritzen et K.G. Olesen s’applique à des réseaux ne
comprenant que des variables à valeurs discrètes [Lauritzen, 1988],[Jensen et al., 1990]. Des extensions pour des dis-
tributions gaussiennes et des mixtures de gaussiennes ont été proposées dans [Lauritzen and Wermuth, 1989] et dans
[Cowell et al., 1999]. Un algorithme similaire à été développé par Dawid dans [Dawid, 1992]. Il résout le problème de l’i-
dentification du maximum a posteriori (MAP) avec une complexité en temps équivalente à celle de l’algorithme JLO. Cet
algorithme sera présenté plus tard. De plus, il y a de nombreuses variantes de ces deux algorithmes, mais on peut montrer
[Shachter et al., 1994] que tous les algorithmes d’inférence exacte sur les réseaux bayésiens sont équivalents ou peuvent
être dérivés de l’algorithme JLO ou de l’algorithme de Dawid. Ainsi, ces algorithmes subsument les autres algorithmes
d’inférence exacte dans les modèles graphiques.

L’algorithme se comporte de la façon suivante :
– la phase de construction : elle nécessite un ensemble de sous-étapes permettant de transformer le graphe initial en un

arbre de jonction, dont les noeuds sont des clusters (regroupement) de noeuds du graphe initial. Cette transformation
est nécessaire, d’une part pour éliminer les boucles du graphe, et d’autre part, pour obtenir un graphe plus efficace
quant au temps de calcul nécessaire à l’inférence, mais qui reste équivalent au niveau de la distribution de probabilité
représentée. Cette transformation se fait en trois étapes :
– la moralisation du graphe,
– la triangulation du graphe et l’extraction des cliques qui formeront les noeuds du futur arbre,
– la création d’un arbre couvrant minimal, appelé arbre de jonction ;

– la phase de propagation : il s’agit de la phase de calcul probabiliste à proprement parler où les nouvelles informations
concernant une ou plusieurs variables sont propagées à l’ensemble du réseau, de manière à mettre à jour l’ensemble des
distributions de probabilités du réseau. Ceci ce fait en passant des messages contenant une information de mise à jour
entre les noeuds de l’arbre de jonction précédemment construit. A la fin de cette phase, l’arbre de jonction contiendra
à la distribution de probabilité sachant les nouvelles informations, c’est-à-dire P(U |ε) où U représente l’ensemble des
variables du réseau bayésien et ε l’ensemble des nouvelles informations sur lesdites variables. ε peut, par exemple, être
vu comme un ensemble d’observations faîtes à partir de capteurs.

Le déroulement de cet algorithme sera illustré sur l’exemple de la figure 3.2.
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2.4.2 Moralisation

La première étape de transformation du graphe est la moralisation. Elle consiste à marier deux à deux les parents de
chaque variable, c’est-à-dire à les relier par un arc non-dirigé. Après avoir moralisé le graphe et introduit des arcs non-
dirigés, on finit de transformer complètement le graphe en graphe non-dirigé en enlevant les directions de chaque arc.
Si G est le graphe initial, on notera Gm le graphe moralisé. La figure 3.5 montre l’exemple de la section 2.2. Les arcs

FIG. 3.5 – Graphe moralisé. Les arcs en pointillés ont été rajoutés au cours de la moralisation

en pointillés représentent les arcs qui ont été rajoutés. La moralisation nécessite que tous les noeuds parents d’un même
noeud soient reliés deux à deux.

L’idée de base est que la distribution de probabilité satisfasse aux contraintes d’indépendances conditionnelles définies
par le graphe G. De plus, [Cowell et al., 1999] montre que le graphe moral Gm satisfait aux mêmes propriétés que G. Cette
technique de moralisation du graphe permet de révéler toutes les propriétés d’indépendance conditionnelle logiquement
impliquées par la factorisation de la distribution jointe. Il s’agit d’une technique équivalente à celle de la d-séparation qui
aboutit aux mêmes résultats. Cependant, dans le cas de la moralisation, certaines propriétés d’indépendance conditionnelle
perdent leur représentation graphique dans le graphe moral Gm. Ces propriétés existent encore mais sont cachées dans
l’ensemble des distributions de probabilités associées au graphe Gm. [Cowell et al., 1999] présente une justification de
l’équivalence de la distribution de probabilités jointe issue du graphe initial G et de la distribution issue du graphe moral
Gm.

2.4.3 Triangulation

La deuxième étape consiste à trianguler le graphe moral Gm et à en extraire des cliques de noeuds, qui sont des sous-
graphes complets de G. Ces cliques formeront les noeuds de l’arbre de jonction utilisé pour l’inférence. Il faut donc
ajouter suffisamment d’arcs au graphe moral Gm afin d’obtenir un graphe triangulé GT .

L’algorithme de triangulation opère d’une manière très simple. Un graphe est triangulé si est seulement si l’ensemble de
ses noeuds peuvent être éliminés. Un noeud peut être éliminé si tous ses voisins sont connectés deux à deux. Donc un
noeud peut être éliminé si il appartient à une clique dans le graphe. Une telle clique forme un noeud pour le futur arbre
de jonction qui est en train d’être construit. Ainsi, il est possible de trianguler le graphe et de construire les noeuds de
l’arbre de jonction en même temps en éliminant les noeuds dans un certain ordre. Si aucun noeud n’est éliminable, il faut
en choisir un parmi les noeuds restants et rajouter les arcs nécessaires entre ses voisins pour qu’il devienne éliminable. Le
noeud choisi sera celui pour lequel l’espace d’état de la clique formée sera le plus petit possible. En effet, plus les cliques
sont petites, plus l’espace de stockage, et a fortiori le temps de calcul, sont réduits.
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L’efficacité de l’algorithme JLO reste dépendant de la qualité de la triangulation. Mais trouver une bonne triangula-
tion dépend de l’ordre d’élimination des variables. D’une manière générale, trouver une triangulation optimale pour des
graphes non-dirigés reste un problème NP-difficile [Yannakakis, 1981]. Dans [Kjaerulff, 1992], Kjaerulff donne un aperçu
de plusieurs algorithmes de triangulation pour des graphes acyliques dirigés. Pour des problèmes où les cliques de grande
taille sont inévitables, la méthode présentée par Kjaerulff (simulated annealing) donne de bons résultats, bien qu’elle né-
cessite un temps de calcul assez long. Cependant, pour l’algorithme JLO, le calcul de l’arbre de jonction n’est nécessaire
qu’une seule fois. Il s’agit là d’un compromis acceptable. Kjaerulff a aussi présenté un algorithme utilisant un critère

d’optimalité c(v) en fonction d’un noeud v. Par exemple, on peut vouloir maximiser (ou minimiser) une fonction d’utilité
ou de coût associée à la sélection d’un noeud du graphe non-dirigé. [Olmsted, 1983] et [Kong, 1986] donnent l’algorithme
suivant sur un graphe G ayant k noeuds :

Algorithme 2.1 (Triangulation avec critère d’optimalité) – Aucun noeud n’est numéroté, i = k.

– Tant qu’il y a des noeuds non-numérotés faire

– Sélectionner un noeud v non-numéroté optimisant le critère c(v).
– Donner à v le numéro i.

– Former l’ensemble Ci avec le noeud sélectionné et ses voisins non-numérotés.

– Connecter deux à deux tous les noeuds de Ci s’ils ne sont pas encore connectés.

– Éliminer le noeud v sélectionné et décrémenter i de 1.

Bien sûr, cet algorithme dépend de la qualité du critère d’optimalité c(v) pour sélectionner les noeuds. Ce critère peut
tenter de minimiser la taille de l’espace d’états joints de la clique Ci. Ce critère donne en général de bons résultats. On
peut aussi tenter de minimiser le nombre d’arcs à ajouter dans une clique Ci si le noeud était sélectionné. L’idée est
toujours de privilégier la taille des cliques la plus petite possible afin d’optimiser au mieux le temps de calcul nécessaire
aux traitements des tables de probabilités conditionnelles.

La figure 3.6 représente le graphe triangulé de l’exemple de la section 2.2. Dans cet exemple, il a été nécessaire de rajouter
deux arcs supplémentaires entre n5 et n7 et entre n5 et n11. Les nombres situés à droite de chaque noeud représentent
l’ordre d’élimination des variables au cours de la triangulation. Cet ordre d’élimination va aussi nous permettre d’extraire
les cliques. Nous obtenons les cliques suivantes, au cours de la triangulation du graphe Gm :

FIG. 3.6 – Graphe triangulé. Les nombres à droite des noeuds représentent l’ordre d’élimination des noeuds. Les lignes
en pointillés sont les arcs qu’il a été nécessaire de rajouter
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1 n12,n18

2 n7,n12

3 n2,n5,n6,n7

4 n5,n6,n7,n11

5 n5,n6,n10,n11

6 n2,n7,n9

7 n2,n3,n9

8 n2,n7,n8

9 n7,n9,n14

10 n7,n8,n13

11 n10,n11,n16

12 n1,n2

13 n2,n4

14 n4,n15

15 n11,n17

16 n14,n20

17 n13,n19

Il apparaît clairement que pour toute clique Ci, il existe une clique C j telle que Ci∩C j 6= /0. Cette propriété est intéressante
et permettra la construction de l’arbre de jonction.

2.4.4 Arbre de jonction

La construction de l’arbre de jonction est la dernière partie avant de procéder à l’inférence proprement dite. Nous rappelons
que pour un réseau bayésien donné, l’arbre de jonction est construit une et une seule fois. Les calculs probabilistes auront
lieu dans l’arbre de jonction autant de fois que nécessaire. Cependant, pour un réseau bayésien donné, il existe plusieurs
arbres de jonction possibles : il sont fonction de l’algorithme de triangulation et de l’algorithme de construction utilisé.

Nous commençons par deux définitions importantes : la décomposition et le graphe décomposable.

Définition 2.1 (Décomposition) Un triplet (A,B,C) de sous-ensembles disjoints d’un ensemble de noeuds V d’un graphe

non-dirigé G forme une décomposition de G (ou décompose G), si V = A∪B∪C et si les conditions suivantes sont

satisfaites :

– C sépare A de B,

– C est un sous-ensemble complet de V .

A, B ou C peuvent être vides, mais si A et B ne sont pas vides, alors ont dira que l’on a une décomposition propre de G.

Définition 2.2 (Graphe décomposable) Un graphe non-dirigé G est décomposable si :

– soit il est complet,

– soit il possède une décomposition propre (A,B,C) telle que les deux sous-graphes GA∪C et GB∪C soit décomposables.

Ces deux définitions seront utilisées par la suite pour prouver l’existence d’un arbre de jonction. Voici d’abord la définition
d’un tel arbre :

Définition 2.3 (Arbre de jonction) Soit C une collection de sous-ensembles d’un ensemble fini V de noeuds et soit T

un arbre avec C comme ensemble de ses noeuds, alors T est un arbre de jonction si toute intersection C1∩C2 d’une paire

(C1,C2) d’ensembles dans C est contenue dans chaque noeud sur le chemin unique allant de C1 à C2 dans T .

Si G est un graphe non-dirigé, C est l’ensemble de ses cliques et T est un arbre de jonction avec C son ensemble de
noeuds, alors T est un arbre de jonction (de cliques) pour le graphe G. On a alors le théorème suivant [Cowell et al., 1999] :
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Théorème 2.1 Il existe un arbre de jonction T de cliques pour le graphe G si et seulement si G est décomposable.

De plus, l’intersection S = C1∩C2 entre deux voisins dans l’arbre de jonction est aussi un séparateur dans le graphe non-
dirigé G des ensembles de noeuds C1 et C2 (en fait, il s’agit même d’un séparateur minimal). On appelle S le séparateur des
noeuds C1 et C2 dans l’arbre de jonction. On notera S , l’ensemble des séparateurs. Quand un graphe G admet plusieurs
arbres de jonction, on peut alors montrer que S reste le même, quel que soit l’arbre de jonction. La définition qui suit est
utile pour la construction de l’arbre de jonction : il s’agit de la propriété de running-intersection.

Définition 2.4 (Propriété de running-intersection) Une séquence (C1,C2, . . . ,Ck) d’ensembles de noeuds a la propriété

de running-intersection si pour tout 1 < j ≤ k, il existe un i < j tel que C j ∩ (C1∪·· ·∪C j−1)⊆Ci.

Il existe un classement très simple des cliques d’un graphe décomposable : ce classement permet de construire un arbre
de jonction possédant la propriété de running-intersection. Et inversement, si les cliques ont été ordonnées pour satisfaire
cette propriété, alors on peut construire un arbre de jonction avec l’algorithme suivant :

Algorithme 2.2 (Construction de l’arbre de jonction) Soit un ensemble (C1, . . . ,Cp) de cliques ordonnées de manière

à avoir la propriété de running-intersection.

– Associer un noeud de l’arbre de jonction à chaque clique Ci.

– Pour i = 2, . . . , p

– ajouter un arc entre Ci et C j où j est une valeur prise dans l’ensemble {1, . . . , i−1} et tel que :

Ci∩ (C1∪·· ·∪Ci−1)⊆C j

L’application de cet algorithme à l’exemple de la section 2.2 nous permet d’obtenir l’arbre de jonction de la figure 3.7.

FIG. 3.7 – Arbre de jonction. Les Ci représentent les numéros des cliques, les ni . . .n j sont les noeuds contenus dans
chaque clique.

On notera dans cet exemple, que la variable n2 est contenue dans les cliques C3, C6, C7, C12 et C13, avec un particulier
C3∩C13 = {n2}. L’ensemble {C3,C6,C7,C12,C13} forme un sous-arbre connecté dans l’arbre de jonction.

Il est aussi possible de construire l’arbre simplement en utilisant l’algorithme de Kruskal [Cormen et al., 1990]. L’algo-
rithme est sensiblement équivalent au précédent. On définit un poids w pour chaque lien entre deux cliques Ci et C j et tel
que

w = |Ci∩C j|

pour tous les couples (i, j). Alors un arbre de cliques satisfera la propriété de running-intersection si et seulement si
c’est un arbre couvrant de poids maximal [Smyth et al., 1996]. L’algorithme construit un arbre de jonction en choisissant
successivement chaque couple de cliques dont le poids est maximal sauf si ce lien crée un cycle.
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Ceci termine la construction de l’arbre de jonction. Il est à noter que la complexité dans le pire des cas de l’heuristique
de la triangulation est de l’ordre de O(N3) et que la création de l’arbre (c’est-à-dire le calcul de l’arbre couvrant) est de
l’ordre de O(N2 logN).

2.4.5 Initialisation de l’arbre de jonction

A partir de cet instant, on considère que l’arbre de jonction est correctement construit. Cette première étape ne doit
être faîte qu’une seule fois. Les étapes qui vont maintenant suivre concernent le calcul sur les probabilités dans les
réseaux bayésiens. Elles doivent être répétées autant de fois que nécessaire, c’est-à-dire chaque fois que les spécifications
numériques changent ou qu’une nouvelle observation est disponible.

Cette étape consiste à utiliser les spécifications numériques du graphe initial G afin de calculer une spécification numérique
équivalente pour l’arbre de jonction.

La distribution jointe de probabilité pour un graphe non-dirigé Gu peut être exprimée sous forme d’une simple factorisa-
tion :

P(X1, . . . ,Xn) = ∏
C∈C

aC(xC) (3.5)

où C est l’ensemble des cliques de Gu, xC est une affectation de valeurs aux variables de la clique C et les fonctions aC

sont des fonctions non-négatives, prenant leurs valeurs dans l’ensemble des affectations possibles des valeurs des variables
de la clique C et rendent une valeur dans l’intervalle [0,∞[. L’ensemble des fonctions de cliques associées à un graphe
non-dirigé Gu représentent la spécification numérique de ce graphe [Smyth et al., 1996]. Dans la littérature sur les champs
de Markov, une telle fonction ac(xC) est souvent appelée une fonction de potentiel.

Nous savons d’ores et déjà que les cliques du graphe triangulé ont été arrangées sous forme d’un arbre de jonction. En
considérant à présent l’ensemble des séparateurs associés à chaque couple de cliques adjacentes dans l’arbre de jonction,
on donne à chaque séparateur une fonction de potentiel bS définie de façon équivalente aux fonctions de potentiel aC.
Comme un séparateur est égal à l’intersection de deux cliques adjacentes, la distribution de probabilités jointe du réseau
bayésien initial peut se factoriser de la façon suivante :

P(X1 . . .Xn) = ∏C∈C P(xC)
∏S∈S P(xS)

(3.6)

où P(xC) et P(xS) sont les distributions de probabilités marginales jointes des variables de la clique C (respectivement du
séparateur S). Ce résultat est très important et permet de justifier le calcul d’inférence dans les réseaux bayésiens avec
l’algorithme de l’arbre de jonction.

A partir de cette nouvelle formulation de la distribution de probabilité d’un réseau bayésien, l’initialisation se fait très
simplement. Comme l’arbre de jonction vérifie la propriété de running-intersection, on sait alors que chaque variable Xi

se trouve dans au moins une clique. On affecte alors, de façon unique, chaque Xi à une et une seule clique de l’arbre.
Certaines cliques risquent de n’avoir aucune variable affectée. Après avoir affecté l’ensemble des variables, chacune à
une clique particulière, on définit les fonctions de potentiel de la façon suivante :

aC(xC) =

{
∏i P(Xi|pa(Xi))siXi est misdansC

1siaucunevariablen′est dansC

Les fonctions de potentiel bS des séparateurs sont initialisées à 1.

A cet instant, l’arbre de jonction est initialisé et consistant avec le réseau bayésien initial. On peut donc propager une
observation et calculer la probabilité a posteriori de chaque variable du réseau sachant des observations.
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2.4.6 Propagation par passages de messages locaux

Le principe de l’algorithme est de passer l’information nouvelle d’une clique à ses voisines dans l’arbre de jonction, et de
mettre à jour les voisines et les séparateurs avec cette information locale. Le point important dans l’algorithme JLO est
que la représentation P(X1 . . .Xn) de l’équation 3.6 reste vraie après chaque passage de messages d’une clique à une autre.
Une fois que tous les messages locaux ont été transmis, la propagation convergera vers une représentation marginale de la
distribution de probabilités sachant le modèle initial (c’est-à-dire les paramètres du réseau bayésien qui nous ont permis
d’initialiser l’arbre de jonction) et sachant les évidences observées.

Quelques définitions
On appelle table de probabilités conditionnelles (CPT : conditional probability table), le tableau contenant l’ensemble

des probabilités d’un ensemble de variables aléatoires discrètes pour chacune des valeurs de ces variables. Un tel tableau
forme un potentiel discret ou simplement un potentiel. De plus, la table de probabilités conditionnelles représentant
P(x|pa(x)) forme aussi un potentiel avec la propriété additionnelle de sommer à 1 pour chaque configuration des parents.

Une évidence correspond à une information nous donnant avec une certitude absolue la valeur d’une variable. Dans le cas
normal, un noeud X binaire d’un réseau bayésien contiendra l’information « je pense que X = x1 avec une certitude de

P(X = x1) et je pense que X = x2 avec une certitude de P(X = x2). » Dans le cas d’une évidence, le noeud contiendra
« je sais que X 6= x2. » Une deuxième forme d’évidence est appelée évidence vraisemblable ou simplement vraisem-
blance (likelihood findings), et permet d’apporter une observation avec simplement une distribution de vraisemblance sur
l’ensemble des états possibles de l’observation, relatant l’incertitude que l’on a sur l’observation. La somme des valeurs
doit être égale à 1.

Flux d’information entre les cliques
L’équation 3.6 nous permet de spécifier numériquement les paramètres de l’arbre de jonction :

P(U) = ∏C∈C aC(xC)
∏S∈S bS(xS)

où aC et bS sont des fonctions de potentiel non-négatives.

Le passage de messages procède de la façon suivante. On définit le flux d’une clique Ci à une clique adjacente C j de la
manière suivante. Soit Sk le séparateur de ces deux cliques, alors

b∗Sk
(xSk) = ∑

Ci\Sk

aCi(xCi) (3.7)

est la marginalisation sur l’ensemble des états des variables qui sont dans la clique Ci mais pas dans le séparateur Sk. La
clique C j est mise à jour avec le potentiel suivant :

a∗C j
(xC j) = aC j(xC j)λSk(xSk)

où

λSk(xSk) =
b∗Sk

(xSk)

bSk(xSk)

Le terme λSk(xSk) est appelé le facteur de mise à jour. L’idée du message est de transférer la nouvelle information que Ci

a reçu (l’évidence) et que C j ne connaissait pas encore. Cette nouvelle information est alors résumée dans le séparateur
Sk qui est le seul point commun entre Ci et C j. Un flux correspond à l’envoi de messages depuis Ci vers tous ses voisins
dans l’arbre de jonction. Ce flux introduit alors une nouvelle représentation de P(U) probabiliste de l’arbre de jonction
telle que :

K∗ = ({a∗C : C ∈ C },{b∗S : s ∈S })
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Enfin, pour compléter l’algorithme, il faut un ordonnancement du passage des messages. Cet ordonnancement est dicté
par l’arbre de jonction. Un ordonnancement est l’ordre dans lequel les messages sont passés d’une clique à une autre de
telle manière que toutes les cliques reçoivent une information de chacune de leur voisine.

L’ordonnancement le plus direct opère en deux temps. On choisit une clique comme racine de l’arbre de jonction. Tout
noeud de l’arbre peut être choisi comme racine. Ensuite la première phase dite de collection consiste à passer les messages
depuis les feuilles de l’arbre jusqu’à la racine. Si un noeud doit recevoir plusieurs messages, alors les messages sont
envoyés séquentiellement. L’ordre n’est pas important. Une fois la phase de collection complétée, commence la phase de
distribution qui consiste à opérer de manière inverse : les messages sont transmis depuis la racine jusqu’aux feuilles. Il y
a au plus deux messages parcourant chaque arc de l’arbre : celui du fils et celui du père. On notera en plus que le flux des
messages dans l’arbre de jonction n’a aucun lien avec les arcs du réseau bayésien initial et ne reflètent pas la structure du
réseau.

A la fin, le réseau a atteint un état d’équilibre, ce qui signifie que si aucune information nouvelle n’est introduite dans le
réseau, alors un nouveau passage de messages dans l’arbre de jonction ne modifiera pas les fonctions de potentiel. Ceci est
cohérent avec le fait que le passage d’un message correspond à la transmission d’une nouveauté (en terme d’information
probabiliste) d’une clique à une autre. Une fois que toutes les nouvelles informations ont été propagées à l’ensemble du
réseau, l’ensemble des noeuds a eu connaissance de l’ensemble des nouveautés. L’état d’équilibre est atteint.

Si ε est l’ensemble des évidences introduites dans le réseau, et si P(U) est la distribution de probabilité a priori du réseau,
alors l’algorithme JLO, tel qu’il a été présenté, donne après propagation, P(U |ε).

Entrer une évidence dans le réseau
Classiquement, un réseau bayésien est utilisé de façon dynamique. A chaque fois qu’une nouvelle information est

obtenue, elle est insérée dans le réseau et on la propage à l’ensemble du réseau. Avant une phase de propagation, JLO
permet d’insérer autant d’évidences qu’il y a de variables.

D’un point de vue plus formel, une évidence est une fonction ε : χ→{0,1}. Cette évidence représente le fait que certains
états χ de la variable aléatoire sont impossibles. Si tous les états sauf un sont déclarés impossibles, alors après propagation
de l’évidence, la variable ayant reçu l’évidence aura une probabilité P(Xε = xi) = 1 où xi représente le seul état possible.
Une évidence vraisemblable est une fonction ε : χ → [0,1] et telle que la somme des affectations à chaque état de la
variable soit égale à 1.

Pour insérer une évidence dans un réseau bayésien, on procède de la façon suivante : pour chaque clique contenant la
variable v recevant l’évidence, la fonction de potentiel φC de la clique (autrement dit sa table de probabilités) est multipliée
par l’évidence. En pratique, s’il s’agit d’une évidence simple (au contraire d’une évidence semblable), alors on met à 0
les entrées de la table correspondant aux valeurs impossibles décrétées par l’évidence. Le fonction de potentiel modifiée
correspond alors à la représentation de Pε(x)≡ P(x&ε)≡ P(x)ε(x) ∝ P(x|ε).

Après avoir entré une (ou plusieurs) évidence(s) dans le réseau, on procède à une propagation complète (collection et
distribution) de manière à ce que le réseau atteigne un état d’équilibre. Ensuite l’ensemble des tables de probabilités des
cliques de l’arbre de jonction sont normalisées. On obtient la formule suivant pour la probabilité jointe a posteriori :

P(x&ε) = ∏C∈C P(xC&ε)
∏S∈S P(xS&ε)

et en normalisant on obtient finalement :
P(x|ε) = ∏C∈C P(xC|ε)

∏S∈S P(xS|ε)

A ce moment, obtenir la probabilité a posteriori sachant l’évidence d’une variable quelconque, revient à prendre une clique
contenant ladite variable et à marginaliser la table de probabilités afin d’obtenir la table de probabilité de la variable seule.
Toute clique contenant la variable d’intérêt est un candidat adéquat.
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2.4.7 Un exemple de propagation

Pour illustrer l’algorithme de propagation, nous allons réutiliser l’exemple de la figure 3.2. Considérons deux cliques
adjacentes C13 = {n2,n4} et C14 = {n4,n15} et leur séparateur S = {n4}.

L’arbre de jonction (dont on ne représente qu’une petite partie ici) est initialisé avec P(n15|n4) pour C14 et P(n4|n2) pour
C13 (voir figure 3.8(a)). La variable n2 servira, quant à elle, à initialiser la clique C12 avec P(n2|n1). Les séparateurs sont
initialisés à 1.

Ensuite on incorpore l’évidence rapport LV H = oui , et la clique C14 contient alors des 0 correspondant aux états impos-
sibles. Après passage du message, le séparateur et la clique C13 sont mis à jour, ce qui donne les potentiels de la figure
3.8(b). Deux étapes ont été nécessaires :
– on marginalise C14 sur toutes les variables non contenues dans S (en fait toutes sauf n15) pour obtenir b∗S, le nouveau

potentiel du séparateur (3.8(b)) ;
– on calcule le ratio λ qui sert à modifier le potentiel de la clique C13, en multipliant chaque terme de ce potentiel avec λ .
Dans la figure 3.8(c), on retrouve C13 modifié par les messages en provenance du reste de l’arbre de jonction (phase de
distribution). Dans cette figure, le séparateur et C14 n’ont pas encore reçu le message de C13. On calcule donc, de la même
manière, le message de C13 à C14 et on modifie le séparateur, puis on remet à jour C14. La figure 3.8(d) nous donne les
nouveaux potentiels pour C14 et le séparateur. A ce moment là, la propagation est complètement finie en terme d’envoi
de messages entre les cliques. Le potentiel de chaque clique est maintenant égal à P(Ci,ε), c’est-à-dire, la probabilité de
la clique et de l’évidence. En normalisant la clique sur ε , on obtient P(ε) = 0.284. Ceci est vrai pour toute clique. On
peut alors normaliser sur l’ensemble des cliques afin d’obtenir la probabilité du réseau sachant l’évidence (et non plus en
conjonction avec l’évidence). Ceci nous donne finalement la figure 3.8(e), et termine complètement l’algorithme JLO.

On peut bien sûr insérer plus d’une évidence à la fois, et propager après pour calculer P(U |ε1,ε2, . . . ,εn). On peut aussi
incorporer les évidences une à la fois et propager à chaque fois pour voir l’évolution de la probabilité du réseau. Dans les
deux cas, on aura le même résultat à la fin. De plus, si une variable contient n états discrets, il est possible de donner au
plus n−2 états impossibles, laissant ainsi un certain degré de liberté sur les états probables de la variable.

2.4.8 Complexité de l’étape de propagation

La complexité de l’algorithme JLO au moment de la propagation des messages est de O(∑NC
i=1 ne(Ci)) où NC est le nombre

de cliques de l’arbre de jonction et ne(Ci) est le nombre d’états de la clique Ci. Ainsi, pour réduire cette complexité, il est
nécessaire de construire des cliques ayant un petit nombre de variables (et si possible, avec des variables ayant un petit
nombre d’états). Cependant, le problème de trouver un arbre de jonction optimal, avec des cliques les plus petites possible,
reste un problème NP-difficile. En pratique, l’heuristique proposée dans [Jensen et al., 1990] donne de bons résultats.

3 Conclusion

3.1 Max-propagation

L’algorithme JLO est à la base d’une famille plus complète d’algorithmes permettant de faire de l’inférence sachant un
ensemble d’évidences sur certaines variables du réseau. En particulier, l’algorithme de Dawid sert à trouver la configura-
tion la plus probable de toutes les variables sachant une représentation sous forme de réseau bayésien d’une fonction p

de probabilité [Dawid, 1992]. L’algorithme JLO est utilisé en modifiant simplement la routine principale de propagation.
Pour créer les messages inter-cliques, au lieu de faire une marginalisation avec une somme , on peut utiliser une fonction
de maximisation telle que, si W ⊆U ⊆V sont des sous-ensembles des noeuds du réseau et φ est un potentiel sur U , alors
l’expression MU\W φ dénote la max-marginalisation de φ sur W , définie par

(
MU\W φ

)
(x) = max

z∈U \W
φ(z.x)
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FIG. 3.8 – Exemple d’une propagation entre les cliques C14 et C13 (et le reste du réseau)[Cowell et al., 1999]

68



Les flux de messages sont alors calculés de la même façon qu’avec l’algorithme JLO, en remplaçant simplement la
marginalisation de la formule 3.7 par celle donnée précédemment. Le schéma de propagation est ensuite exactement le
même. Les mêmes résultats et les mêmes propriétés que ceux de l’algorithme JLO s’appliquent à l’algorithme de Dawid.
Après une propagation complète, le réseau contient la configuration jointe la plus probable de l’ensemble des variables du
réseau. Bien sûr, si une variable a été instanciée par une évidence, elle gardera sa valeur, après propagation. Cet algorithme
peut être vue comme donnant la meilleure explication de l’évidence.

3.2 Perspectives

Même si le problème de l’inférence est résolu, un algorithme tel que JLO n’est applicable que sur des applications
raisonnables. Il est possible de traiter de très grands réseaux, à condition que les cliques gardent une taille acceptable2.
Les recherches actuelles s’orientent vers l’amélioration des divers algorithmes de propagation. On trouvera des références
dans [Kjaerulff, 1998], [Shenoy, 1997] ou encore [Madsen and Jensen, 1998].

L’algorithme de Viterbi pour les modèles de Markov cachés [Viterbi, 1967] est un cas particulier de l’algorithme de
max-propagation [Smyth et al., 1996], comme d’autres algorithmes de décodage tels que BCJR [Bahl et al., 1974] (dans
[Frey, 1998] on trouvera plus de détails sur cette méthode). On peut aussi transformer d’autres algorithmes en instance des
algorithmes de propagation [Murphy, 2002] tels que les transformations de Hadamard, les FFT [Kschischang et al., 2001],
les algorithmes de satisfaction en logique propositionnelle (Davis et Putnam) [Dechter, 1998] ou encore certains algo-
rithmes de parsing de grammaires [Parsing, 1999].

L’algorithme de propagation (JLO, Dawid, etc...) a été généralisé par R. Dechter en 1996. Il porte le nom d’algorithme de
bucket élimination [Dechter, 1996a].

Cependant, les recherches ne se limitent pas à la découverte d’algorithmes de propagations plus performants, mais s’ori-
entent aujourd’hui vers la modélisation efficace et intuitive de réseaux bayésiens toujours plus grands :
– apprentissage de la structure du réseau [Friedman, 1998],
– adaptation en ligne de la structure d’un réseau [Chaodhury et al., 2002],
– évaluation de la pertinence d’un réseau par rapport à un problème donné,
– modélisation intuitive avec de nouveaux modèles comme les réseaux bayésiens orientés objet [Koller and Pfeffer, 1997],

les réseaux bayésiens hiérarchiques [Murphy and Paskin, 2001], etc...
– incorporation de la notion de temps dans un réseau bayésien [Aliferis and Cooper, 1995], [Jr. and Young, 1999].
Bien que des solutions partielles existent déjà, ces problèmes, encore aujourd’hui, restent largement ouverts et dignes
d’intérêt.

2La taille acceptable dépend du nombre de variables et du nombre de valeurs discrètes que peut prendre chaque variable. Par exemple, si toutes les
variables sont binaires, alors une taille acceptable ne dépassera pas 20 à 25 variables (entre 4Mo et 128Mo par table de probabilités).
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